
第  51 卷  第  8 期
2026 年  8 月

Vol.51 No.8
Aug. 2026

武 汉 大 学 学 报（ 信 息 科 学 版 ）

Geomatics and Information Science of Wuhan University

从模型迁移到知识泛化：定量遥感反演中的
迁移学习研究进展

张立福 1,2 赵淑馨 1,2 刘永欣 1 孙雪剑 1 童庆禧 1

1 中国科学院空天信息创新研究院，北京，100094
2 中国科学院大学，北京，100049

摘  要：遥感定量反演是地表环境监测与资源评估的关键技术。传统反演算法受分布一致性假设的限制，且受限于样本

数量少、分布偏移等问题，跨域泛化能力有限。迁移学习为应对上述问题提供了有效途径，并在定量遥感反演中的应用

得到广泛关注。首先，系统阐述了迁移学习的基本概念，对协变量偏移、先验偏移与概念偏移三类分布差异及其在遥感

中的表现形式等进行了系统分类与总结。接着，从迁移策略角度出发，归纳总结了主流迁移学习方法的研究思路和适用

场景。然后，通过对迁移学习在植被、水环境、土壤和大气等领域定量遥感反演场景的文献分析，探讨了迁移学习在定量

遥感领域的应用成效，分析了面临的问题和挑战。最后对迁移学习技术的发展趋势进行了展望，以期为今后的相关研究

提供参考。
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Abstract： Quantitative remote sensing inversion aims to estimate surface parameters using satellite obser‐
vations, which play a crucial role in environmental monitoring and resource assessment. This process in‐
volves pixel-level estimation of continuous variables that describe surface structure, function, and state, of‐
fering high spatial precision essential for accurate environmental analysis. However, traditional quantitative 
inversion algorithms often assume consistent distribution between the training and application domains and 
are heavily reliant on large, representative datasets. As a result, model generalization performance can de‐
grade when faced with spatiotemporal distribution shifts or data scarcity. Transfer learning, an approach 
that involves transferring knowledge from a source domain to a target domain, offers a promising solution 
to this problem. This method has gained increasing popularity in the field of quantitative remote sensing as 
it enables models to adapt to new domains with limited data by leveraging knowledge from similar domains. 
First, a systematic review of transfer learning applications in quantitative remote sensing inversion is provided, 
starting with an explanation of the basic concepts of transfer learning. The review classifies and summarizes 
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three main types of distribution shifts: covariate shift, prior shift, and concept shift, and discusses how 
these shifts manifest in remote sensing. This offers a comprehensive understanding of the challenges and so‐
lutions associated with applying transfer learning in this field. Second, a detailed classification and summary 
of transfer learning solution strategies are provided from a methodological perspective. Third, a literature 
analysis evaluates the use of transfer learning across various remote sensing domains, including vegetation, 
aquatic environments, soils, and the atmosphere. The review emphasizes the effectiveness of transfer learning 
in addressing issues such as data scarcity and domain adaptation, providing valuable insights into the practi‐
cal challenges and successes encountered. Finally, future trends in transfer learning technology are ex‐
plored, with suggestions for ongoing research and development to further enhance its applicability in remote 
sensing tasks.
Key words： remote sensing； quantitative retrieval； transfer learning； distribution shift； cross-domain generalization

随着遥感观测技术的不断进步，其为环境监

测、灾害预警、生态评估等多领域提供了有力的

数据支撑。遥感观测获取的是地物对电磁波的

反射辐射或散射信息，需要基于物理模型或统计

模型经过一系列的推算反演，才能变成具有明确

物理意义的地表参量信息，这一过程称为定量遥

感［1］。从任务的输出形式分类，定量遥感涵盖回

归、分类、预测、生成等多种典型任务类型，是理

解 地 表 过 程 与 支 持 可 持 续 发 展 决 策 的 重 要

依据［2］。

目前，定量遥感反演方法主要分为三类：统

计回归法、机理模型法和数据驱动法［1］。统计回

归法是早期研究中常用的方法，即先构建具有物

理含义的光谱特征或指数，再通过线性或非线性

回归建立其与目标参量之间的映射关系；机理模

型法则基于辐射传输方程，通过描述电磁辐射在

大气、植被冠层、土壤以及水体中的传播、散射、

吸收和透射过程，建立遥感观测与地表参量之间

的机理性联系；数据驱动法则依托机器学习与深

度学习，从大规模数据中学习遥感信号与地表参

量之间的复杂非线性映射关系［3-4］。然而，无论是

统计回归、机理模型还是数据驱动法，在实际应

用中都面临两大共性问题：一是对标注数据的严

重依赖制约模型在数据稀缺区域的应用推广；二

是不同区域观测条件和环境背景等差异导致数

据存在分布偏移，然而现有模型大多建立在分布

一致的假设前提下，因此在一个场景构建的模型

往往难以适应新的领域，模型跨域泛化能力普遍

较弱。

为缓解数据稀缺与分布偏移带来的影响，迁

移学习被广泛应用于定量遥感反演，通过利用源

域知识提升目标域模型性能［5］。现有研究主要从

样本、特征、参数及模型结构等层面设计迁移策

略，重点关注如何迁移知识［6］。然而，随着应用场

景向跨区域、跨时间和跨传感器不断拓展，研究

逐渐表明，迁移效果不仅依赖于方法本身，还取

决于被迁移知识是否具备跨场景的稳定性与持

续有效性［7］。因此，研究重心正在由迁移方式设

计进一步拓展到跨场景稳健迁移能力的探索，即

关注知识在不同时间、区域及分布偏移条件下的

稳健迁移与有效复用，以实现知识泛化［8-9］。

鉴于现阶段对于迁移学习的理论、方法体系

以及其在遥感定量反演领域的应用现状缺乏系

统性归纳与总结，本文首先从迁移学习的基本概

念出发，介绍了迁移学习的基本概念以及分布偏

移的含义与类别；然后对迁移学习进行分类，对

各类代表性算法的基本原理、主要方法以及适用

场景进行归纳和对比；在此基础上，重点梳理了

迁移学习在植被、水环境、土壤、大气等领域遥感

定量反演的应用现状；最后归纳迁移学习面临的

挑战，并对未来发展进行展望。

1　迁移学习的基本概念

1.1　迁移学习的定义

迁移学习是机器学习的一个重要分支，它

突破了传统方法对数据独立同分布的限制，假

设训练数据和测试数据来自不同的分布，提升

了模型的适用性和泛化性能［10］。迁移学习主要

包括以下基本概念：领域（Domain），是学习的主

体，本文用 D 表示。一个领域由数据及其对应

的概率分布组成。如果将领域中所有数据的特

征 空 间 和 标 签 表 示 为 x=｛ ｝x 1，x2，⋯，xn ，y =
｛ ｝y1，y2，⋯，yn ，其概率分布为 P ( x，y )，则领域可

表示为 D ={x，y，P ( x，y) }。迁移学习中至少包

含两个领域：源域（source），即含有知识、被迁移

的领域；目标域（target），待学习的领域。当源域
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与目标域在特征空间、标签空间或其概率分布上存

在差异时，则需借助源域知识辅助目标域训练得到

模型 f，使得 f在目标域上拥有最小的预测误差。

在定量遥感反演问题中，上述定义需要结合

具体应用背景加以理解。特征空间 x 通常对应于

遥感观测获取的多光谱或高光谱信息，标签空间

y 则表示待反演的地表或大气参数，联合分布

P ( x，y )是用于描述遥感观测数据与目标物理参

数之间的统计关系。在实际应用中，由于不同区

域、不同时相及不同传感器条件下观测环境和目

标特性存在差异，源域与目标域之间往往会出现

显著的分布变化，从而成为制约遥感反演模型跨

域泛化能力的关键因素。

1.2　分布偏移的类型及遥感表现

分布偏移指源域与目标域之间的联合分布

差异：Ps ( x，y )≠ Pt ( x，y )。直接将源域模型应用

于目标域会导致模型性能大幅下降，即负迁移。

根据贝叶斯定理，联合分布 p ( x，y )可拆解为不同

的部分：

P ( x,y )= P ( x|y ) P ( y )= P ( y|x ) p ( x )     （1）
式 中 ，P ( x ) 为 边 缘 分 布 ；P ( y ) 为 先 验 分 布 ；

P ( x|y )和 P ( y|x )为条件分布。

基于上述分布不同，分布偏移可相应划分为

协变量偏移、先验偏移和概念偏移。表 1 总结了 3
种偏移问题的具体表现与应对策略，以及分布差

异带来的模型适应性挑战及其应对方法。

1.2.1　协变量偏移

协变量偏移指源域与目标域中特征变量 x 的

边缘分布不同，即 Ps ( x )≠ Pt ( x )，但在给定 x 的

情 况 下 的 条 件 分 布 大 致 相 同 ，即 Ps ( y | x )=
Pt ( y | x )。协变量偏移常源于传感器类型、观测

条件以及预处理方法差异等。例如，不同遥感平

台或传感器由于传感器波段配置、响应函数和空

间分辨率不同，导致对同一对象进行同步观测，

其光谱的特征分布 P ( x ) 产生偏移［14］，而光谱与

地表参数之间的响应关系 P ( x | y )并未改变。

本文借助 WASI软件模拟自然场景下的水质

光谱数据。考虑到 660 nm处于红光敏感区，对叶绿

素 a（Chlorophyll-a，Chla）具有较强响应，而对有色

溶解性有机物和悬浮物等非藻类颗粒的响应较弱，

选取该波段用于分布可视化分析，其中 x表示660 nm
处的光谱特征，y 表示水体的 Chla浓度。在协变量

偏移模拟的过程中，源域和目标域的水质分布情况

完全一致（仅含Chla，且其概率分布相同），两者之间

的差异仅来源于观测条件的不同：源域太阳高度角

为 30°，目标域太阳高度角为 60°。图 1 通过模拟不

同太阳高度角下的水质光谱数据，直观展示了 660 
nm 波段处由观测条件引起的协变量偏移。从图 1
可见，受观测条件影响，源域和目标域在边缘分布

P ( x )上存在明显差异（图 1（a）），条件分布 P ( y | x )
几乎完全一致（图 1（b）），联合分布 P ( x，y )在边缘

分布和条件分布的共同影响下，也出现了偏移

（图 1（c））。

1.2.2　先验偏移

先验偏移指源域和目标域中标签 y 的先验分

布不同，即 Ps ( y )≠ Pt ( y )，但条件分布相似，即

Ps ( x | y )= Pt ( x | y )。在定量遥感反演中，先验

偏移常出现于跨区域、跨时间及样本构建策略不

同的情境中。例如，不同作物品种或田块中，作

物的生物量等参数的含量 P ( y ) 会有差异，但目

标参量和光谱之间的映射关系 P ( x | y ) 是稳定

的；随着季节、气候或治理措施的变化，湖库中的

水质浓度会发生系统性变化，也就是边缘分布

P ( y )发生变化；遥感样本采集过程中，受人为采

样设计或样本选择等操作的影响，也会导致样本

表 1　3种分布偏移类型与解决方法

Table 1　Three Types of Domain Shift and Their Solutions

类型

协变量偏移

先验偏移

概念偏移

描述

Ps ( x )≠ Pt ( x )；
Ps ( y | x ) = Pt ( y | x )

Ps ( y )≠ Pt ( y )；

Ps ( x | y )= Pt ( x | y )

Ps ( y | x )≠ Pt ( y | x )；

Ps( x)= Pt ( x )

典型场景

传感器差异

观测条件差异

数据预处理方法差异

区域差异

时间变化

数据采样方法差异

生态扰动变化

人为活动干扰

常见解决方法

特征对齐 [5,11]

域不变特征提取 [12]

数据增强 [5]

样本重要性动态调整 [13]

目标伪标签扩增 [10]

类别/标签分布重校准 [5,12]

模型更新与校准转移 [12]

领域自适应微调 [12]

物理/先验知识约束 [5]
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标签分布 P ( y )不均。在 WASI 中模拟自然场景

下水质数据先验偏移情况时，源域 S 和目标域 T

的 Chla 含量均为 1~10 mg/L，根据其浓度划分为

低、中、高不同的浓度组（1~3 mg/L 为低浓度组，

4~6 mg/L 为中浓度组，7~10 mg/L 为高浓度

组），源域和目标域的差异在于各浓度组的占比

不同。图 2（a）显示了源域和目标域中不同的浓

度组的分布情况，先验分布 P ( y )存在显著差异；

图 2（b）显示了源域和目标域中不同的浓度组数

据在 660 nm 处的条件分布 P ( x | y )，源域和目标

域中各浓度组的条件分布完全一致；图 2（c）则直

接显示了 660 nm 处联合分布 P ( x，y ) 的具体情

况，表明受源域和目标域先验偏移的影响，联合

分布产生明显偏移。

1.2.3　概念偏移

概念偏移指特征空间与标签间的映射关系不

同（Ps ( y | x )≠ Pt ( y | x )，但特征的边缘分布相似：

( Ps ( x )= Pt ( x ) )，对应于遥感中常见的异物同谱现

象。这类偏移广泛存在于环境复杂或生态扰动剧

烈的应用场景中。例如，水环境遥感中不同水体类

型因主导污染因子的不同，即使遥感反射率近似，

其与水质参数的映射规律 P ( x | y )也可能显著不同；

在农业遥感领域，同一类作物在不同施肥条件下可

能表现出相似的光谱反射率，但光谱与生理参量的

映射关系 P ( x | y )却可能因生理代谢差异而不一

致。图 3展示了模拟数据中概念偏移的情况：源域

和目标域的光谱分布 P ( x )完全一致（图 3（a）），但

是对应的 Chla标签存在差异，导致源域和目标域的

条件分布 P ( y | x )存在区别（图 3（b）），进而影响了

源域和目标域的联合分布 P ( x，y )（图 3（c））。

2　迁移学习的分类

虽然已有不少学者提出过多种迁移学习分类

框架，例如，基于标签与任务的关系、迁移学习解决

图 1　水质遥感中观测差异所导致的协变量偏移示例

Fig.  1　An Example of Covariate Shift Caused by Observational Differences in Water Quality Remote Sensing

图 2　水质遥感中水质分布差异所导致的先验偏移示例

Fig.  2　An Example of Prior Shifts Caused by Differences in Water Quality Distribution in Water Quality Remote Sensing
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策略、特征空间结构的异同，以及源域数量等多

个维度对迁移学习进行分类。但目前尚未形成

公认的分类准则。本文从迁移学习策略角度，对

迁移学习分为 4 类：基于实例的迁移学习、基于特

征的迁移学习、基于模型的迁移学习和基于关系

的迁移学习［12，15］。这几类方法分别对应样本信息

复用、特征表示变换、模型参数迁移和结构关系

传递等不同思路，共同构成了迁移学习的主要方

法体系。尽管上述方法在形式上各有侧重，但其

研究目标具有一致性，即提升模型在新场景中的

适应能力与泛化能力。随着研究不断深入，迁移

学习的关注点也逐渐由如何迁移进一步延伸至

知识如何在不同场景中保持稳健迁移，即知识泛

化问题。

2.1　基于实例的迁移学习

基于实例的迁移学习，顾名思义，直接从样

本层面对源域数据做筛选或重构，使得源域和目

标域数据的分布尽可能相似，本质上属于数据层

面的迁移，强调对已有样本信息的再利用，可视

为知识泛化的一种初级形式。该类方法的核心

是从源域选择出最有利于迁移的可迁移样本，主

要的筛选依据是源域与目标域之间的相似度度

量。表 2 总结了近年来学者提出的相似度度量方

法，为后续样本选择和样本加权提供了依据。

2.1.1　样本选择

样本选择法通过相似度度量保留与目标域

最接近的一部分源域样本，其余样本则全部丢

弃。Kennard-Stone（KS）算法就是一种基于样本

距离的筛选方法，常用于代表性样本的选择，虽

然该类算法不是专门为迁移学习设计，但在跨域

迁移中已被广泛应用［28］。在定量遥感反演中，已

有不少研究基于相似性或代表性准则做样本筛

选，有效缓解分布差异。如LI等［29］在对冬小麦与夏

玉米叶片含水量的估算研究中，应用KS算法筛选目

标域代表性样本，实现了跨作物水分含量估算模型

的高效迁移。类似的，YU 等［30］基于筛选的代表性

样本对模型作微调，实现了对内蒙古草地总初级生

产力时空分布的跨域高精度模拟研究。近年来，

样本选择方法不再局限于传统的相似性筛选，逐

渐拓展到主动选样和少样本适配，并被应用于定

图 3　水质遥感中 Chla标签分布差异所导致的概念偏移示例

Fig.  3　An Example of Concept Shift Caused by Differences in Chla Label Distribution in Water Quality Remote Sensing

表 2　领域相似度度量方法

Table 2　Domain Similarity Measurement Methods 

方法类型

距离

度量

相似度

度量

概率分布

度量

       代表性算法                                                                                 核心思想与特点

欧氏距离 [16-17]、闵可夫斯基距离 [17]、马氏

距离 [17]、A-distance[18-19]

余弦相似度 [20]、皮尔逊相关系数 [17]、Jacca‐
rd 相似系数 [21-23]、希尔伯特-施密特独立性

系数 [24]

KLD(Kullback-Leibler divergence)[25]、最大

均值差异(maximum mean discrepancy,
MMD) [18,26-27]、Jensen-Shannon 距离 [22]

从样本点或特征的空间结构出发，直接衡量两域在特征空间中的“远近”，对量

纲与维度敏感，反映的是局部或结构性差异，未直接对应概率分布差异。

强调两域特征表示在方向、相关、重叠或统计依赖上的一致程度，该类指标对特

征空间定义敏感，更适合作为结构相似性的代理指标，常用于对齐效果评估或

相似域筛选。

以分布差异为核心，直接在概率分布层面度量两域差别，更贴近分布偏移的定

义，对样本量、核函数选择等敏感，计算与稳定性受数据规模影响，在迁移学习

中为最常用的“域差异”量化指标。
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量遥感反演领域。该类方法通常基于不确定性、

代表性、多样性和分布一致性等准则，从候选样

本池中选择信息量较高的样本［31］。其中，不确定

性准则强调优先选择模型预测误差较大或置信

度较低的样本，代表性准则关注所选样本对整体

数据分布的覆盖能力，多样性准则用于减少样本

冗余，而分布一致性准则强调训练样本与实际应

用场景之间的匹配程度，从而在降低标注成本的

同时，优化训练集结构，提升模型的泛化能力与

反演精度［32-33］。目前，这类方法已在叶面积指数、

叶绿素含量等生物物理参数反演中得到应用，并

在主动学习与少样本遥感反演研究中展现出良

好潜力［34-35］。

2.1.2　样本权重

样本权重法的核心思想是根据源域和目标

域样本的相似性为每个源域样本分配连续权重，

相似性越高，样本权重越大，对模型训练的贡献

度也就越高。该方法的主要目的是在保留所有

源域数据的前提下调整源域数据的权重分布，使

加权后的源域分布逼近目标域。目前已经发展

了大量样本权重算法，表 3 显示了典型的样本权

重算法及其核心思想和适用场景。TrAdaBoost 
（Transfer AdaBoost）等典型算法已广泛应用于水

质预测、土壤重金属反演等多类环境参数估算任

务［36-38］，进一步丰富了实例加权迁移学习在环境

参数估算领域的应用能力，并显著提升跨域建模

能力［39-40］。

2.2　基于特征的迁移学习

基于特征的迁移学习从源域和目标域之间的

特征分布差异出发，致力于求解得到一个特征变换

T，使得特征变换后源域和目标域的分布差异达到

最小。相较于实例迁移，特征迁移对领域知识的利

用程度更深，强调提取那些不随区域、时间或观测

条件的变化而显著改变的稳定表征，可视为知识

泛化从样本层面向特征层面的拓展。图 4展示了

基于特征迁移学习方法的发展脉络。

2.2.1　统计特征对齐

统计特征对齐致力于寻找一种可计算的分布

差异度量方法，量化源域和目标域的分布差异，并

通过特征变换尽可能减弱两域之间的分布偏移。

在定量遥感反演中，受传感器差异、观测条件与环

境变化、地物自身变化（如物候更替、冻融过程、水

位涨落与岸线变化、藻华暴发/消退等），都会导致

同一物理量在源域和目标域的光谱特征产生分布

偏移。MMD是统计特征对齐中最常用的量化源域

和目标域分布差异的指标。PAN等［48］首次将MMD
引入迁移学习中，开创了迁移成分分析法（transfer 
component analysis，TCA）。在此基础上，又衍生了

联合分布适应法等多种统计特征对齐方法［49-51］，其

核心思路都是通过学习共享特征以减少域间差异。

例如，在叶片氮浓度跨数据集估算中，WAN等［52］以

EcoSIS光谱库在线数据作为源域、以实测数据作为

目标域，采用 TCA 将两域叶片反射率的特征映射

到同一高维潜在空间，使得在源域构建的回归关系

能够更稳健地迁移到目标域。

2.2.2　几何特征对齐

几何特征对齐利用子空间结构、投影矩阵、

流形路径等方式进行特征对齐，从几何分布出发

最小化源域和目标域的分布差异。在遥感定量

反演中，当传感器光谱响应差异、成像几何与大

气条件变化时，光谱特征的主成分方向往往会发

表 3　典型的样本权重算法及其原理

Table 3　Typical Sample-Weighting Algorithms and Their Principles

算法

核均值匹配  (kernel mean matching, KMM)

TrAdaBoost

Kullback-Leibler 重要性估计程序  (Kullback-Leibler 
importance estimation procedure,KLIEP)

多样性规避假邻域迁移学习(diversity avoiding false 
neighbor Transfer learning,DIAFAN-TL）

基于多目标实例加权的深度迁移学习网络 MOTL
（multi-objective instance weighting-based deep 

Transfer Learning network）

原理/机制

KMM 方法在再生核希尔伯特空间中最小化源域与目标域样本的核均值差异，

求解每个源域样本的最优权重，从而实现源域加权后与目标域分布的对齐 [41-42]。

TrAdaBoost在保留 AdaBoost加权迭代机制的基础上，引入对源域与目标域分

布差异的判断，通过动态调整样本的权重，使那些与目标域分布差异大的样本

在模型训练中影响力减弱 [43-44]。

KLIEP 在协变量偏移下通过优化一个基于 KLD 的目标函数，在不计算源域和

目标域分布的前提下直接学习样本重要性权重 [45]。

用 DIAFAN 度量同时衡量每个源域样本在标签空间和特征空间与目标域的相

似程度，再把这个相似度转成权重，进而实现基于样本权重的迁移学习 [46]。

用 KLD 和 MMD 分别度量每个源域样本在“预测结果”和“特征分布”上的差异，

将二者综合成多目标权重，利用加权后的源域样本重新训练模型 [47]。

1635



武  汉  大  学  学  报   （信  息  科  学  版） 2026 年 8 月

生旋转或漂移，源域和目标域中低维子空间结构

以及样本在高维空间的流形形态也会发生改变。

针对这类几何结构偏移，GONG 等［53］提出的测地

流核方法在 Grassmann 流形构建测地路径的基础

上实现了连续空间下的特征迁移。FERNANDO
等［54］提出的子空间对齐方法则直接对齐源域与

目标域的子空间投影矩阵，具有较高的计算效率

和可解释性。随着研究的深入，不少学者们开始

探索将统计特征变换与几何特征变换方法相结

合［55］。例如，YANG 等［56］在多季节、多品种水稻

籽粒含水率跨域估算中，将子空间对齐纳入无监

督域适应以对齐源域与目标域的低维子空间，降

低了域间差异，从而提高跨季节、跨品种条件下

含水率估算的精度。

2.2.3　深度特征对齐

深度特征对齐主要解决方案有两类：基于统

计特征的分布对齐和基于对抗训练的分布对齐。

基于统计特征的对齐常通过在深层特征上显式

构建源域与目标域的分布差异损失函数［57］。近

年来，研究重点从全局特征对齐转向条件、类内

及子域层面的对齐，衍生出如深度条件自适应网

络等新方法［58-60］。例如，LI 等［61］提出无监督领域

自适应的叶面积指数反演框架，采用 MMD 损失

最小化源域与目标域的分布差异，解决跨传感器

反演中的分布不一致问题。

基于对抗训练的对齐方法，如域对抗神经网

络通过引入域判别器，以对抗形式使得源域与目

标域在深度特征空间中变得难以区分［62］。在定

量遥感中，这一方法常用于解决跨传感器、跨分

辨率等域间差异问题。例如，LI 等［63］在 MODIS
和 Landsat 地表反射率的叶面积指数跨域反演中

应用了对抗训练机制，成功减少了域间差异，提

高了反演精度。

近年来，基于特征的迁移学习已不再局限于

显式的统计距离最小化或对抗式特征对齐，而是

进一步向自监督预训练和多模态统一表征方向

发展。一方面，自监督预训练能够从海量无标注

遥感数据中学习跨区域、跨时间和跨传感器的稳

定 表 征 ，为 少 样 本 条 件 下 的 下 游 反 演 提 供 基

础［64］。另一方面，多模态融合也由早期光学与合

成孔径雷达（synthetic aperture radar，SAR）数据

的简单拼接，逐步发展为面向光学、SAR、数字高

程模型、时间序列、位置编码乃至文本语义信息

的统一表征学习［65］。TerraMind 等大规模多模态

地球观测模型表明，多模态数据特征对齐有助于

实现不同模态间的信息互补与任务迁移，为复杂

地表参数反演提供更强的表征支撑［66］。

2.3　基于模型的迁移学习

基于模型的迁移学习指通过参数共享机制实

现知识迁移，其假设条件是：源域和目标域中的模

型中存在一些可以共享的通用知识，以模型参数、

模型架构等形式编码表示，可以通过冻结或调整部

分参数使源域中已学到的表征有效迁移并适配于

目标域任务。具体而言，主要分为基于参数共享的

迁移学习和基于正则化的迁移学习两类。

2.3.1　参数共享迁移学习

预训练-微调方法是目前最具代表性的基于参

数共享的迁移策略，即首先在源域训练基础模型 fs，

之后在目标域样本上进行再训练。遥感定量反演

常面临跨传感器、跨区域、跨季节与环境条件变化，

导致光谱与反演参数间的映射关系发生变化。针

对这一问题，预训练-微调策略通过保留浅层参数，

图 4　特征迁移学习发展脉络

Fig.  4　Development of Feature Transfer Learning
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微调深层参数，能有效适应目标域的任务。对于深

度神经网络，这种方法尤为有效。例如，WANG等［67］

成功将基于美国数据训练的卫星红外降水估算模

型微调后应用于中国东南部，生成了 2012—2021年

的高分辨率降水估算产品。

2.3.2　基于正则化的迁移学习

基于正则化的迁移学习则提供了另一种模

型迁移途径，该类方法在目标域模型的损失函数

中加入与预训练模型保持接近的约束项，使目标

域模型的参数不偏离预训练模型太远。这样目

标域模型在更新时既能根据自身数据进行适配，

又被正则项约束在预训练模型附近，抑制过拟

合。在定量遥感反演领域，大量研究表明这类约

束有助于减少模型在分布变化下的性能退化，使

模型具备更好的跨域泛化能力。例如，针对不同

生育时期导致的叶片光谱 -参数映射关系变化问

题，HUANG 等［68］应用了正则化迁移方法，相比

直接将源域模型“硬迁移”，正则化迁移显著缓解

了跨生育期分布变化带来的性能退化。

近年来，基于模型的迁移学习正在由传统的预

训练-微调范式，进一步发展为基础模型驱动的迁移

框架。在这一框架下，模型不再只是将某一源任务

中的参数迁移到目标任务，而是先在大规模、多源

地球观测数据上进行自监督预训练，学习具有通用

性的遥感表征，再通过轻量微调完成具体定量反演

任务的适配。例如，SatMAE、MMEarth 和 Prithvi 
等地理空间基础模型表明，基于大规模地球观测数

据的自监督或多模态预训练能够学习可复用的通

用遥感表征，并提升模型在多类下游任务中的迁移

适应能力［69-71］。在定量遥感反演领域，以 Satel‐
liteCalculator为代表的基础模型开始涌现，该类模

型通过保留预训练骨干网络的通用表征能力，并结

合提示引导适配器和轻量任务解码器，实现多个生

态变量的统一估算，进一步推动模型迁移由单任务

适配向多任务统一建模转变［72］。

2.4　基于关系的迁移学习

基于关系的迁移学习关注的是数据之间的

关系，强调在源域和目标域之间如何迁移可以保

持内在的关系结构和知识，迁移的对象是数据或

概念之间的关系结构。这类方法更加关注结构

关系、任务关联和高层语义信息的迁移，能够在

更抽象层面表达跨场景共性，因此更接近知识泛

化的目标，已在知识图谱、社交网络分析、自然语

言处理等领域中有广泛的应用场景。目前在遥

感领域，针对分类和识别等任务，已有研究从关

系结构可迁移性的角度出发、利用时空关联关

系，借助图结构和知识图谱的语义关系实现小样

本跨场景的分类与识别［73-75］。然而，对于定量遥

感反演的回归任务，关系主要表现为空间邻域关

系或时间序列的相似性，缺乏统一和标准化的表

征方式，关系层面的信息难以被系统化利用，因

此，现阶段基于关系的迁移学习在定量遥感反演

领域的应用目前相对较少。

尽管如此，近年来，随着图神经网络、知识图谱

以及时空深度学习的发展，关系建模在定量遥感反

演中的潜力逐渐受到关注。最新综述指出，未来定

量遥感反演模型需要进一步强化物理约束、跨域泛

化能力和科学一致性，这与基于关系的迁移学习目

标高度一致。因此，基于关系的迁移学习有望成为

连接数据驱动模型与物理过程机制的重要桥梁，并

推动定量遥感反演由单纯的数据拟合，向结构约束

与过程一致性支撑的知识建模方向发展。

3　典型定量遥感应用

迁移学习方法作为一种跨域知识迁移与共享

技术，核心思想是通过在源域与目标域间传递模型

参数、特征分布或样本知识，可有效应对目标域数

据不足与模型泛化弱的问题，近年来被引入到定量

遥感反演中，彰显了其在定量遥感中的潜力［11，76］。

图 5（a）显示了 2000年以来迁移学习在定量遥感反

演中的发文趋势，可以看出，自 2021年开始，相关研

究发文量呈快速上升趋势，2024 年达历史峰值，表

明迁移学习已成为定量遥感反演领域的研究热点

方向。本文以 Web of Science 为数据源，使用

CiteSpace文献计量工具，通过关键词聚类显示出现

有论文的主题及关键词［77］。搜索关键词包括 transfer 
learning、remote sensing 以及 retrieval或 inversion 或

estimation 或 regression，从而筛选出同时涉及迁移

学习方法、遥感技术与参数定量反演的相关文献，

共计 244篇相关文献。图 5（b）显示了所查找文献的

关键词聚类情况，可以看出，围绕 remote sensing、
transfer learning、deep learning 等高频关键词，衍生

了植被指数、土壤水分、大气模型、叶绿素含量估算

等多个应用领域的知识网络。

3.1　植被遥感

植被是地球生态系统的核心组成部分，连接

土壤圈与大气圈，在全球能量平衡和物质循环中

发挥着至关重要的作用。目前，在植被遥感定量

反演领域已引入大量迁移学习算法，本质上是为

了应对由环境变化、传感器差异、物种与物候期
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变化引起的分布偏移和地面实测样本获取困难

带来的标注稀缺两类问题。

植被遥感中，基于模型的迁移学习以预训练模

型为基础，在目标域标注样本不足时，利用少量样

本对模型做参数和结构层面的迁移与微调，从而快

速实现域适配，并提升反演模型的跨域可迁移性。

在叶片水分、叶绿素含量、氮素含量、生物量等不同

参数的反演任务上验证了该路线能够显著降低样

本成本并提升泛化能力［29，78］。特征迁移学习通过对

源域与目标域进行特征对齐，可以缓解因植被类型

或环境差异带来的分布偏移，在小样本、跨物种的

植被定量遥感反演研究中也存在广泛的应用和推

广能力［79］。近年来，也有研究通过参数迁移、特征

迁移和实例迁移等多类策略，实现了作物叶片氮、

磷、钾含量在不同生育时期之间的跨域估算，表明

植被遥感反演模型对跨生育期场景变化的适应性

不断提升，并进一步向知识泛化发展［68］。

3.2　水环境遥感

水环境定量遥感反演凭借其独特的时空观

测优势，为水质状态评估、水质参数反演、藻华预

测等多个领域提供了重要技术支撑。现阶段迁

移学习在水环境领域的应用多集中于各类水质

参数的估算和预测上，所用方法覆盖实例迁移、

特征迁移和模型迁移等。

基于模型的迁移方法在水环境遥感领域应用

最广泛，将源域中学到的光谱-水质映射关系迁移到

目标域，从而实现样本稀缺、光学水体差异显著以

及跨流域等条件下的模型复用［33］。模型迁移方法

图 5　2000-2024 年基于迁移学习的定量遥感发文量与关键词共现网络

Fig.  5　Publication Trends and Keyword Co-occurrence Network for Transfer Learning-Based 
Quantitative Remote Sensing from 2000 to 2024
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虽已在水环境定量反演中取得一定进展，但依赖大

量源域数据，当源域与目标域在水体类型、水动力

条件、人类活动影响等方面差异较大时，无关的源

域数据易引发负迁移并增加算力。相比之下，实例

迁移学习通过对源域样本进行筛选或加权，优先利

用与目标场景更相关的数据，同样缓解了水质监测

中模型跨时间、跨数据完整性、跨流域以及标签不

足带来的适应性问题。同时，对于非稳态过程，即

水质在短时间内因人为污染输入或极端天气而出

现突发、剧烈波动的情形下，该方法的预测结果也

更为稳定可靠［80］。特征迁移能够直接对数据的特

征空间进行操作，在目标域缺失标签数据以及跨观

测方式、跨时空、数据不均衡的情境下展现出独特

优势［81］。

在上述研究基础上，水环境遥感反演中的知

识泛化趋势逐渐显现。与单纯将源域模型参数

迁移至目标域不同，相关研究开始将水色光学机

理、光学水体类型和固有光学特性等领域知识显

式引入模型构建过程。例如，在 Chla 跨域反演

中，有研究将水体光学类别嵌入 ResNet预训练模

型，使模型在学习通用 Rrs ‐Chla 映射关系的同时

编码水色光学先验知识，从而提升其在不同光学

类型水体中的迁移适应性［33］。另有研究结合

Forel-Ule 指数与 674 nm 非水体吸收系数构建营

养状态评价模型，以跨湖泊可复用的光学特征约

束 TSI 估算关系，为未监测湖泊营养状态评价提

供了知识泛化案例［82］。

3.3　土壤遥感

为满足区域尺度土壤参量（有机质、水分、盐分、

质地等）快速制图需求，土壤定量遥感模型通常需

要在不同土壤类型、传感器与时相间实现跨域迁移

与复用。近年来，各类迁移学习逐渐被引入土壤参

数定量反演，以缓解由土壤类型与背景差异、传感

器响应差异及时间变化造成的分布偏移问题。

土壤定量遥感领域中，依托大规模土壤光谱

库的不断建设与完善，模型迁移方法正日益成为

区域土壤参量高精度定量反演研究的主要技术

支撑［83］。特征迁移学习算法也在土壤定量遥感

反演中展现出良好的应用潜力。特征迁移学习

通过特征对齐缓解不同区域、土壤类型与观测条

件引起的分布差异，已在土壤厚度预测、塑料污

染评估、土壤养分、重金属含量以及土壤污染程

度等参数的跨域估算中展现出良好的应用潜

力［84-85］。除了单独使用特定类迁移学习方法，也

有学者尝试将不同迁移学习策略协同集成，以应

对 跨 区 域 、跨 仪 器 应 用 场 景 下 的 复 杂 分 布 偏

移［86］。除迁移策略层面的优化外，土壤定量遥感

反演也开始关注可迁移知识来源的合理选择。

针对土壤水分估算任务，已有研究以气候相似性

作为源域筛选依据，将相似气候区中学习到的土

壤水分动态变化规律迁移至数据稀缺区域，为知

识泛化提供了新的实现路径［68］。

3.4　大气遥感

大气定量遥感是一种利用遥感技术对大气

中的各种物理、化学和动力学参数进行定量估算

的方法。然而，受区域背景、排放结构、气象条件

以及传感器更替影响，使模型在新区域或新传感

器上直接应用时会出现性能衰减。迁移学习在

该领域主要用于缓解域偏移，并在标注样本稀缺

甚至缺失的情况下实现快速域适配，以支撑对气

溶胶光学厚度和大气污染物等参数的高效估算。

在大气成分定量遥感反演领域，现有工作多

以基于模型的迁移为主，正从小样本标注到完全

无标注［87］以及单任务到多任务［88］等应用场景发

展，为复杂大气环境监测提供了新的解决思路。

此外，迁移学习在大气遥感中的研究正向更具挑

战的多参数任务拓展。现有大多研究通常假设

源域和目标域的反演参数保持一致，制约了其在

复杂、多参数反演任务中的推广。为此，已有学

者尝试将其扩展至多参数协同反演［89］。在知识

泛化层面，已有研究将辐射传输模型生成的多气

溶胶类型、多地表条件模拟数据用于神经网络预

训练，并结合全球气溶胶自动观测网实测数据进

行迁移微调，使大气辐射传输机理知识转化为可

迁移的模型表征，从而实现气溶胶光学厚度与细

模态比例的联合反演［90］。

4　挑战与未来发展

虽然迁移学习在定量遥感反演中已取得显

著进展，但在复杂观测条件和跨场景应用需求

下，仍面临一系列关键挑战，主要体现在以下几

个方面：首先，覆盖多区域、多尺度及多传感器条

件的高质量标准化数据集的缺乏，限制了模型训

练与评估的可靠性；其次，源域与目标域之间的

分布差异难以精细刻画，缺乏统一的偏移量化与

迁移策略选择依据，导致方法应用具有较强盲目

性；再次，迁移学习模型普遍存在可解释性不足

的问题，其内部迁移机制和决策过程难以揭示，

影响模型的可信性与推广能力。此外，现有方法

多针对单一任务构建，缺乏跨任务、跨场景的统
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一建模能力，难以满足定量遥感反演向通用基础

模型发展的需求。与此同时，现有研究大多关注

模型性能优化，而对迁移过程中潜在科学规律与

共享知识的提炼不足，尚未形成知识驱动迁移与

迁移促进知识发现的协同发展框架。

4.1　建立遥感实测标准化数据集

源域是迁移学习的基础，源域知识的丰富程度

以及和目标域知识的相关性直接决定了迁移学习

性能的下限，然而现有公开数据集如 GLORIA 
（global reflectance community dataset for imaging 
and optical sensing of Aquatic environments）、

GHISACONUS （global hyperspectral lmaging 
spectral-library of agricultural crops for conterminous 
United States）、KSSL（Kellogg soil survey labora‐
tory）等普遍存在数据获取方法不同、数据质量控制

标准不一、极端场景数据类型分布不全面等问

题［91-93］。以目前最具代表性的全球水体高光谱数据

库之一 GLORIA数据集为例，该数据集存在以下不

足：首先，测量仪器存在差异，光谱范围不统一；其

次，在水体光学类型覆盖上，虽然 GLORIA 覆盖全

部 13类水体，但分布不均，对第 1类（超富营养化水

体）和第 11类（蓝藻占优且有色溶解性有机物含量

较高的水体）的数据仅为 28条和 11条；在空间分布

上，采样点分布严重不均匀，集中度高，对于高原、

半干旱地区、极地等地区则几乎没有覆盖。其他领

域公开数据集也同样存在上述问题，建议未来在多

个应用领域建立公开的、跨区域、跨场景、跨传感器

的标准化数据集，以便评估不同迁移学习方法的性

能扩展在不同领域的应用。

4.2　发展基于偏移特征的迁移策略选择框架

源域和目标域只有在足够相似且任务相关

时才具备迁移价值，但现有领域相似度评估多基

于区域、传感器、季节差异的经验描述，停留在定

性判断层面，缺乏可操作、可对比的定量化指标

体系。即便部分研究引入了统计学度量方法，也

往往仅对整体分布差异进行刻画，难以从协变量

偏移、概念偏移与先验偏移等不同偏移类型及其

强度出发进行分解评估，从而无法回答偏移有哪

些、强度有多大这一关键问题。偏移定量化描述

不细致，进一步导致了当前迁移学习方法的选择

通常依赖经验性判断，或采用多种方法选最优的

试错策略。在什么样的偏移条件下，哪类迁移学

习方法更优、稳定性更好这一关键科学问题仍未

解答。未来研究中应首先明确源域和目标域之

间的偏移类型及强度，形成可复现、可对比的多

维度偏移表征。并进一步将偏移特征与迁移方

法选择建立映射关系，从而显著降低模型选择的

试错成本，为迁移学习在定量遥感反演中的可靠

应用提供更坚实的理论与工程支撑。

4.3　提升迁移学习可解释性

现有的迁移学习算法，尤其是基于模型的迁移

学习算法，大多是“黑箱”模型，其内部的迁移过程

难以直观解释，削弱了模型的可信度及推广价值。

现有的可解释人工智能技术，一种是在建模时就引

入透明结构，使得模型本身就具有可解释性；另一

种是对模型的预测结果做解释，也就是建模后解释。

然而，上述两类方法均存在一些共性问题和挑战［94］：

首先，缺乏统一的评价标准解释结果的质量或可信

度，以致模型可解释性难以量化评估；其次，大多方

法仅提供相关性解释，无法推断因果关系，对特征

间的交互作用解释能力有限。此外，诸如广义加性

模型［95］、与模型无关的局部可解释方法［96］等建模后

解释方法通常关注模型的某一层面（宏观或微观）

的局部性解释，难以全面揭示模型内部机制［94］。基

于此，未来应从以下 3个方面做改进［97］：一是构建一

致的可解释性评估框架与指标，使模型解释具备可

比性；二是联合全局与局部解释法，从多个层面提

升对模型内部推理和特征交互过程的理解能力；三

是发展计算耗费小且多领域适配的模型解释工具，

以实现跨任务、跨场景的稳定应用。

4.4　发展定量遥感领域的通用基础模型

现有基于迁移学习的定量遥感多局限于单任

务，缺乏多任务、跨领域协同建模能力。事实上，遥

感观测的本质是电磁波辐射传输过程的结果，水体、

植被、土壤、大气等地物均遵循相似的辐射传输规

律，不同反演任务在光谱特征上具有共享性，在反

演参数之间也表现出一定的相关性。尽管近期提

出的 AEF（AlphaEarth Foundations）模型尝试通过

多源、多模态数据学习全球一致的通用嵌入表征，

Alliance模型也进一步引入光谱-空间-频率联合感

知机制，以增强遥感影像多域特征表达能力，但这

类基础模型的嵌入特征与具体地表参数、辐射传输

过程及物理机制之间的对应关系仍不够明确，可解

释性相对有限，在分布外样本、极端场景及定量反

演任务中的稳健性仍有待进一步验证［98-99］。因此，

未来有必要利用迁移学习在大规模跨域数据中学

习共享底层光谱特征，基于这一通用表征在多任务

间实现知识的协同利用与多参数联合反演，逐步发

展出适用于不同领域且具备强泛化性与可扩展性

的基础模型，为多源、多尺度定量遥感应用开辟新
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路径。

4.5　构建模型迁移与知识发现的双向协同机制

当前定量遥感中的迁移学习研究，大多仍以

模型性能提升为核心目标，更多关注如何实现模

型参数、特征表示或样本分布的跨域适配，而对

迁移过程中所蕴含的物理机制与科学规律挖掘

不足。事实上，定量遥感反演不仅是一个数据驱

动的问题，更涉及复杂地物过程、辐射传输机制

及环境演化规律的表达与认知。一方面，已有研

究尚缺乏将辐射传输机理、地球系统过程等领域

知识有效融入迁移学习框架的方法，导致模型虽

然能够实现跨场景迁移，但其迁移过程缺乏物理

约束与科学可解释性；另一方面，现有迁移学习

方法也较少关注迁移过程中隐含知识的提炼与

反馈，即如何利用跨区域、跨传感器、跨任务学习

过程中形成的共享表征，进一步发现不同场景之

间潜在的共性规律与演化机制。因此，未来有必

要构建机理知识指导模型迁移与迁移学习促进

知识发现的双向协同框架，推动定量遥感领域从

经验建模向科学认知驱动转型的发展方向［100］。

5　结　语

本文系统阐述了迁移学习在定量遥感中的

研究进展。迁移学习作为一种新兴技术，能够在

知识复用的基础上缓解定量遥感反演中的样本

不足、跨域模型泛化能力下降以及模型重建与校

准成本高等共性问题，在植被、水体、土壤及大气

等参数反演中展现出巨大潜力。但仍然存在一

些不足，未来通过公开数据构建、多维偏移量化、

迁移策略选择、模型解释、基础模型构建、迁移知

识提取等，有望进一步提升迁移学习的适应性与

跨域泛化能力，推动迁移学习在大尺度环境监

测、气候变化研究及资源管理等领域的深入发

展，使迁移学习在相关领域发挥更大作用。
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